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1. Wstep

W styczniu 2012 r. weszty w zycie zmiany do ustawy z dnia
13 wrzesnia 1996 r. o utrzymaniu czystosci i porzadku w gminach, zno-
welizowane ponownie w styczniu 2013 r. (tekst jednolity: Dz. U. 2012 r.
poz. 391). Powyzsze zmiany rewolucjonizujg system gospodarki odpa-
dami. Zgodnie z wprowadzanymi zmianami gminy stang si¢ wiascicie-
lami odpadow, a w zwigzku z tym przejma petng kontrole w zakresie
gospodarki odpadami na swoim terenie. Wdrozenie nowego systemu
wraz z ustaleniem opfaty pobieranej od mieszkancow za gospodarowanie
odpadami komunalnymi, musi nastgpi¢ do dnia 1 lipca 2013 r. Optata za
gospodarowanie odpadami, tzw. podatek $mieciowy, stanowi¢ bedzie
warto$¢, jaka za korzystanie z systemu zaptaci kazde gospodarstwo do-
mowe, asuma oplat powinna zrekompensowa¢ wydatki poniesione na
prowadzenie calego systemu przez gming. Sposob naliczenia optaty za
gospodarowanie odpadami zostatl $cisle okreslony przez ustawe o utrzy-
maniu czystosci i porzadku w gminie w artykule 6j ust.1 i ust. 2. W kaz-
dym z ustawowych wariantow wyliczenie optaty stanowi iloczyn stawki
i czynnika roznicujacego. Czynnikiem rdznicujacym moze by¢: po-
wierzchnia lokalu mieszkalnego, ilo§¢ zuzytej wody z danej nieruchomo-
$ci, liczba mieszkancow zamieszkujacych dang nieruchomos¢ lub jed-
nostkowo gospodarstwo domowe (dopuszcza si¢ stosowanie wiecej niz
jednej metody ustalenia optat na obszarze gminy — 6k ust. 1. pkt. 1).
Zadna z zaproponowanych przez ustawodawce metod nie jest w odczuciu
spolecznym uwazana za sprawiedliwa, z racji tego, iz aktualna konstruk-
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cja prawna powoduje obcigzenie finansowe za fakt wytwarzania odpa-
déw, a nie za ilo$¢ wytworzonych odpadow — stanowigca rzeczywiste
korzystanie ze srodowiska. Powyzsze rodzi wiele dyskusji na temat wad
i zalet kazdej z metod, sprowadzajac ten problem jedynie do fiskalnego
Znaczenia egzekwowalno$ci oplaty.

Gospodarka odpadami wymaga znacznych naktadéw finanso-
wych, ktore szacuje si¢ w Polsce na 650—-890 mln zl/rok, co stanowi 8—
10% wszystkich wydatkéw na ochrong $rodowiska [2]. Tworzenie sys-
temu gospodarki odpadami, obok kryteriow ekonomicznych, musi
uwzglednia¢ takze kryteria akceptowalnos$ci spolecznej i1 efektywnosci
ekologicznej. Podstawa racjonalnego planowania gospodarki odpadami
jest tzw. jednostkowy wskaznik nagromadzenia odpadow, ktérego pra-
widlowy dobor jest najwazniejszym zadaniem etapu planistycznego [1,
4]. Do grup uwarunkowan majacych wptyw na ilos¢ wytwarzanych od-
padoéw naleza czynniki: ekonomiczne, spoteczne i infrastrukturalne. Sa-
mo wskazanie grup elementéw majacych wpltyw na zmiang ilosci wytwa-
rzanych odpadow jest niewystarczajgce, bowiem nieznana jest sita ich
wzajemnego oddziatywania [5].

Wybdr metody pozwalajacej opracowa¢ model prognozujacy
ilos¢ wytwarzanych odpadéw w gospodarstwie domowym, stanowigcy
podstawe¢ planowania gospodarki na danym obszarze np. gminy, powi-
nien uwzglednia¢ szereg cech, co do ktorych przewidujemy ich istotny
wptyw na wynik koncowy. Ze wzgledu na zdefiniowanie szeregu cech
0 charakterze zmiennych ilosciowych 1 jakosciowych, wzajemnie skore-
lowanych, interesujacg alternatywa w tym przypadku jest zastosowanie
sztucznych sieci neuronowych (SSN).

2. Badania pilotazowe

Badanie pilotazowe wykonano w okresie wrzesien—listopad 2012
roku, w ramach projektu pt. ,,Okreslenie strumienia odpadéw komunal-
nych zmieszanych, jako podstawa tworzenia systeméw gospodarki odpa-
dami 1 edukacji ekologicznej w Gminie Sianéw”, finansowanego przez
Wojewoddzki Fundusz Ochrony Srodowiska i Gospodarki Wodnej
W Szczecinie oraz Gming Siandéw. Celem badan byto opracowanie mode-
lu prognozujacego mase odpadow bytowo-gospodarczych gromadzonych
w gospodarstwie domowym, w okreslonym czasie, z uwzglednieniem
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czynnikow determinujacych ilo$¢ wytwarzanych odpadow, przy wyko-
rzystaniu sztucznej inteligencji. Zakres badan obejmowat:
= ustalenie kryterium wyboru poszczegdlnych gospodarstw domowych
uczestniczacych w programie badan,
= okre$lenie liczby gospodarstw domowych obje¢tych monitoringiem
iloéci wytwarzanych odpadow,
= opracowanie ankiet do wypelienia przez wytypowane gospodar-
stwa,
= badania terenowe polegajace na inwentaryzacji zbieranych odpadow,
= analiz¢ statystyczng uzyskanych danych wraz z opracowaniem elek-
tronicznej bazy danych,
= analiz¢ numeryczng przy wykorzystaniu sztucznej inteligencji,
* interpretacj¢ uzyskanego modelu neuronowego.

Programem badan objeto 101 gospodarstw domowych w siedmiu
jednostkach osiedlenczych gminy Siandw, dobierajac probe tak, by
uwzgledniala ona rézny charakter zabudowy (zabudowa jednorodzin-
na/wielorodzinna) oraz rézne jednostki administracyjne (miast/wies).
Inwentaryzacj¢ wytworzonych odpadoéw przez poszczegdlne gospodar-
stwa domowe prowadzono w okresie 4 tygodni. Kazdy przypadek opisa-
no za pomocg pigtnastu cech stanowigcych zmienne, podzielone w trak-
cie analizy numerycznej na tzw. zmienne zalezne (obja$niane) 1 zmienne
niezalezne (objasniajace). Zmiennymi uwzglednianymi w analizie byly:
= liczba 0s6b w gospodarstwie domowym [0sOb/ gosp.] — zmienna 1,

» ilo$¢ gromadzonych odpadow w gospo. [kg/4 tyg.] —zmienna 2,
= liczba dzieci do 3 lat [dzieci/ gosp.] — zmienna 3,

» liczba dzieci powyzej 3 lat [dzieci/ gosp.] — zmienna 4,

= dochdd netto [zV/ gosp.] — zmienna 5,

= liczba 0s6b pracujacych [0sob/ gosp.] — zmienna 6,

= liczba 0s6b uczacych si¢ [0s6b/ gosp.] —zmienna 7,

= samoocena $wiadomosci ekologicznej w skali 1-10 [-] — zmienna 8,
= jednostka administracyjna miasto/wies [m lub w] — zmienna 9,
= rodzaj zabudowy wielo/jednorodzinna [w lub j] — zmienna 10,
» media 1 tj. wod.-kan. [tak lub nie] — zmienna 11,

= media 2 tj. gaz sieciowy [tak lub nie] —zmienna 12,

= powierzchnia mieszkalna gospodarstwa [m? ] — zmienna 13,

= zuzycie wody w gospodarstwie [ m®/ 4 tyg.] — zmienna 14.
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3. Analiza wynikéw badan

Wskaznikiem, ktorego wyznaczenie stanowito gtowny cel badan
byta jednostkowa ilo§¢ wytwarzanych odpadow. Ze wzgledu na zastoso-
wanie sztucznej sieci neuronowej do modelowania zwigzku pomiedzy
okreslonymi w ankietach parametrami, konieczne bylo dostosowanie
dostepnej bazy do wymogow warunkujacych zastosowanie SSN. Jednym
z nich jest proporcja pomiedzy liczbg przypadkow (1 przypadek — jedno
gospodarstwo), a liczbg zmiennych objasniajacych. Generalnie nalezy
przyja¢, ze im wiecej danych zostanie wykorzystanych w procesie ucze-
nia, tym lepsza zdolnos¢ generalizacji opracowanej sieci, mowiac inaczej
uzyskane prognozy beda doktadniejsze. Trudno przyja¢ jednoznaczne
kryterium pozwalajace ustali¢ minimalng liczb¢ przypadkéw w zalezno-
$ci od liczby zmiennych na wejsciu (zmienne niezalezne) 1 wyjSciu sieci
(zmienne zalezne). W tym wzgledzie mozna postuzy¢ si¢ regutami heury-
stycznymi wskazujacymi, ze na kazdg zmienng wejSciowa powinna
przypadac seria, co najmniej 10 przypadkéw uczacych, gdzie jeden przy-
padek zawiera po jednej wartosci dla kazdego wejscia sieci. Przyktado-
wo, przyjmujac 10 wejs¢ sieci, nalezy dysponowaé 100 przypadkami
uczacymi [6].

Kryterium dostepnej ilosci przypadkow i liczby zmiennych wy-
musito preprocesing, w efekcie ktorego zrezygnowano z pigciu zmien-
nych (numery: 4, 7, 8, 9 1 12) oraz dokonano kompilacji dwoch zmien-
nych (numery: 1 i 2), uzyskujac zmienna wyrazajaca ilo§¢ odpadow wy-
twarzanych przez jednego cztonka rodziny w ciggu roku, a wigc jednost-
kowy wskaznik nagromadzenia odpadoéw, W;. Na rysunku nr 1, przed-
stawiono nomogram z naniesiong krzywa rozkladu normalnego, obrazu-
jacy liczebno$¢ przypadkow w poszczegdlnych przedziatach wartosci
wskaznika W;. Przypadki nr 34 i 100, ze wzgledu na duzg wartos$ci tego
wskaznika, przekraczajacg 300 [Mg/miesz. * rok.] potraktowano jako
odstajace 1 nie uwzgledniono ich w dalszej analizie. Nie uwzgledniono
réwniez, jako niewiarygodne przypadki dla ktorych obliczona warto$é
wskaznika Wi wyniosta ponizej 30 [kg/miesz. - rok]. Ostatecznie liczba
przypadkoéw zweryfikowanych pozytywnie wyniosta 88. Do kompilacji
sztucznej sieci neuronowe] wykorzystano opcje automatycznego poszu-
kiwania sieci, dostgpng w zaktadce Data Mining/Automatyczne sieci neu-
ronowe pakietu Statistica.
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Zmiennymi stanowigcymi dane wejsciowe sieci byly wartosci
zmiennych o charakterze ilosciowym (zmienne o numerach: 1, 3, 5, 6, 13
i 14) oraz zmienne o charakterze jakosciowym (zmienne o numerach: 10
i 12). Zmienng na wyjsciu sieci byt jednostkowy wskaznik nagromadze-
nia odpadow.
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Rys. 1. Tlosci przypadkow w kolejnych przedziatach warto$ci wskaznika
Fig. 1. Number of cases for next ranges of W; coefficient

Wyboru sieci dokonano w oparciu o interpretacj¢ wspotczynni-
kow okres$lajgcych jakos$¢ procesu uczenia i testowania, ktore w przypad-
ku sieci RBF 10-17-1 byly najwicksze i wyniosty odpowiednio: 0,671
i 0,503. Symbol sieci RBF, oznacza sie¢ o architekturze radialnej zawie-
rajacg odpowiednio: 10 i 17 neuronéw w warstwie wejSciowe] i ukrytej
oraz 1 neuron w warstwie wyjsciowej. Zestawienie wynikéw dziatania
sieci w formie arkuszy predykcji dla wszystkich przypadkéw ze zbioru
testujgcego, przedstawiono w tabeli 1.
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Tabela 1. Arkusz predykcji SSN dla zbioru testowego
Table 1. A sweet of NN prediction for testing set

Arkusz predykcji dla Wi (sianow)

Proby: Test

Pomin przypadki: 5:7:23:32:40:45:46;52:54:56:60;62:64:65:98
Przypadek Wi Wi - Wyjscie | Wi-Wyjscie | Wi-Wyjscie | Wi-Wyjscie | Wi- Wyjscie
nazwa Zm.zal |1. RBF 10-17-1 2. RBF 10-17-1|3. RBF 10-17-1|4. RBF 10-12-1 5. RBF 10-17-1
6 111.9000 83,06009 39,8348 77,1416 92,7943 78,38142
8 66,7680 83.06773 39,8198 77,1788 88,4985 77,36205
13 50,3400 83.06690 39,8233 76,3127 85,4188 77.29399
25 111,2000 8717113 58,8034 96,8475 100,8421 90.43367
26 64,7250 83.08083 40,9979 83.2242 75,9130 86.08078
39 70,8000 83.09886 37,7199 104,7886 74,1579 82,18413
48 18,4800 83,54632 66,8594 75,8124 75,8636 89.00770
53 22,0800 68,36345 39,8704 77,3393 77,8378 82,13079
66 52.9700 84.23907 43,9187 86.9171 78,7053 87.13773
4l 118.8000 85.88396 39.8826 78,3222 74.4898 82,14947
88 176,7000 88,55379 114,2031 103,6862 93,2661 93.85262
89 75,1800 86,15344 78,9071 54,0719 75,3411 92,67472

4. Dyskusja wynikow badan

Wykorzystujac sztuczne sieci neuronowe do modelowania proce-
su, w ktorym szereg zmiennych wptywa na warto$¢ zmiennej przewidy-
wanej, oczekuje si¢ uzyskanie optymalnej prognozy nie tylko w kontek-
scie testow prowadzonych w trakcie procesu uczenia, a wigc ograniczo-
nych do okre§lonej proby statystycznej (baza danych), ale przede
wszystkim wiarygodnych prognoz dla kazdego przypadku w catej popu-
lacji. Zdolnos$¢ sieci neuronowej do generalizacji w omawianych bada-
niach, oceniono poprzez wylgczenie z procesu uczenia dwoch przypad-
kéw o numerach 5 i 46. Oba przypadki rdznily si¢ zasadniczo wigkszo-
$cig zmiennych, ostatecznie zakwalifikowanych do procesu uczenia SSN,
w sposoOb nastepujacy:

Liczba | Dzieci | Dochéd | Osob | Rodz. | Media | Pow. |Zuz. W

osob | >3lat [z1] Pracuj. |Zabud. 2 Miesz. \wody '
Nr 5 5 0 3000 2 W tak | 47,77 | 8 97,2
Nr 46 3 1 2000 2 J nie 250 5 [52,0

W tabeli 2 przedstawiono wynik prognozy wybranej SSN (RBF
10-17-1) dla dwoéch powyzszych przypadkéw, uzyskujac wartoSci
wskaznika W; odpowiednio dla przypadku numer 5 — 83,04 i przypadku
numer 46 — 84,34. W obu przypadkach prognoza przewiduje inne, niz
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deklarowane wartosci wskaznika Wj, zanizajac je nieznacznie w pierw-
szym (numer 5) i podwyzszajgc w drugim przypadku (numer 46).

Tabela 2. Wynik prognozy wskaznika W; dla dwoch przypadkow: 5(1) i 46(2)
Table 2. Result of W; coefficient prognosis for two cases: 5 (1) and 46 (2)

Wiecej (projekt uzytkownika) | Wiece| [projekt automatyczny) | Wiece] (wielokrotne prébkowanie]|

Przewidywania] Wykresy] Szczegdlty  Przewidywania dla nowych danych I

Podsumowanie |

Liczba przewidywanych: 1 @ ™ Usun poprzednie przewidyy Zapisz sieci vl
| Wartosci na wejsciu I il Przeslij do arkusza | Anuluj |
# 1.Wi osob dzieci<3 | dochod pracfuc... | pow_r E] Opcje VI
1 83,0411... 5000000 0000000 300000. 3000000 4777
2 84,3371... 3000000 1,000000 2000,00. 2000000 250,00 Piéb
dby

™ Uczenie

vV Test

[ Walidacja
I . ] » mll:

Dokonujac oceny uzyskanego rezultatu dziatania sieci nalezy
wzig¢ pod uwage dwa czynniki. Po pierwsze, wiarygodnosci informacji
na przyktad, co do podawanej w ankietach ilo$ci gromadzonych w go-
spodarstwie odpadow. Deklarowane w tym zakresie dane nie musza by¢
danymi rzeczywistymi z réznych wzgledow, chociazby nierzetelnego
gromadzenia odpadow w okresie prowadzenia badan poprzez wydziele-
nie ze strumienia odpadéw sktadnikow zagospodarowywanych we wia-
snym zakresie. Po drugie, fakt zastosowania algorytmu matematycznego
wykorzystywanego do tworzenia modelu nieliniowego, opisujacego
zmienng objasniang w funkcji n zmiennych objasniajgcych.

Model regresyjny SSN podaje prognozg, jako najbardziej praw-
dopodobng wynikajacg z posiadanego ,,doswiadczenia”. Owe doswiad-
czenie jest utrwalone w strukturze sieci poprzez okreslenie wag sygnatow
synaptycznych w wyniku uczenia SSN, w trakcie wielokrotnej prezenta-
cji dostepnych przypadkéw na etapie trenowania sieci. W konsekwencji
SSN podaje prognoze obarczong pewnym btedem statystycznym, a nie
btedem metodycznym. Zmniejszenie btgdu prognozy jest mozliwe wy-
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facznie poprzez udostgpnienie w procesie uczenia SSN wigkszej liczby
przypadkow. Na koncowy wynik majg wptyw wszystkie zmienne nieza-
lezne, aczkolwiek cz¢$¢ z nich moze mie¢ charakter zmiennych dominu-
jacych, a cze$¢ zmiennych dyskretnych niejednokrotnie istotnie wplywa-
jacych na warto$¢ prognozy. Taka zmienng moze by¢ np. zmienna jako-
Sciowa media-2, ktora okresla dostep danego gospodarstwa do sieci ga-
zowniczej. Skutkiem braku mozliwosci korzystania z gazu sieciowego
jest wykorzystywanie tradycyjnego zrodia energii w postaci paliwa state-
g0, pozostawiajacego odpad po jego wykorzystaniu. W konsekwencji,
sie¢ neuronowa prognozuje znacznie wiekszy wskaznik W; dla przypad-
ku numer 46, gdyz na podstawie ,,wlasnego doswiadczenia” gospodar-
stwa wykorzystujace inne zrodlo energii, niz gaz wytwarzaja wigcej od-
padow.

Roéwnolegle do procesu modelowania prognozy wytwarzanych
odpadow bytowo-gospodarczych w gospodarstwach domowych, doko-
nano oceny mozliwo$ci szacowania ilo§ci wytwarzanych odpadow dla
101 przypadkéow, objetych badaniem pilotazowym, w odniesieniu do
metod naliczania oplaty za wytwarzane odpady, zaproponowanych w
znowelizowanej ustawie z dnia 13 wrzes$nia 1996 r. o utrzymaniu czysto-
$ci 1 porzadku w gminach (tekst jednolity: Dz. U. 2012 r. poz. 391).
Zgromadzone w tym zakresie wyniki badan wskazuja, ze szacowanie
ilosci wytwarzanych odpadéw w zaleznosci od powierzchni mieszkalnej,
czy iloéci zuzytej wody jest niewiarygodne. Swiadczy o tym niska kore-
lacja pomiedzy poszczegdlnymi zmiennymi, wynoszaca odpowiednio:
k=0,02ik=0,24, co wedlug przyjetych zasad nalezy uznac za staba
korelacje [3, 7]. Wykres krzywej regresji dla obu wspotzaleznos$ci przed-
stawiono na rysunkach nr 2 i 3. Najwyzsza korelacje (k = 0,49) stwier-
dzono pomigdzy ilo$cig wytwarzanych odpadow, a iloScig osob w go-
spodarstwie domowym.

Z przedstawionych danych wynika, ze uzaleznienie wysokosci
optaty od iloéci wytwarzanych w danym gospodarstwie domowym odpa-
dow bytowo-gospodarczych, szacowanych przy zatozeniu proporcjonal-
nego wzrostu niezaleznie od rodzaju przyjetego czynnika réznicujacego,
jest nieuzasadnione. Btgdnie ustalona ilosci wytwarzanych odpadow, nie
daje w konsekwencji mozliwosci opodatkowania optatg adekwatng do
rzeczywistego korzystania ze Srodowiska.
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o

Neural Network Application for Prediction of Amount
of Municipal Waste

Abstract

In article the results of neural network (NN) application connect-
ed with prediction of amount of municipal waste was presented. To neu-
ral network training about one hundred cases was used. One case mean
household where a individual questionnaire enclosed fourteen questions
was filed up. Finally only nine features treated as independent variables
was qualified. Neural network verification depended on comparing real
and predicted value for two cases removed during NN teaching process.
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